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Abstract: Industry 4.0 brings on one side a lot of new opportunities and on the other 
side numerous challenges, e.g. the autonomous interaction of machines and 
transportation vehicles. Simulation combined with methods of the Artificial 
Intelligence (AI), like reinforcement learning (RL), are a cornerstone of the 
enablement of this required autonomy. This paper deals with the cooperation of 
simulation and RL in order to enable an autonomous control of gantry robots. It 
presents an adequate architecture for the interaction of simulation and RL-agents and 
discusses the specific requirements this interaction has to meet in order to get RL-
agents trained in the context of gantry robot control. Further, trained RL-agents, and 
their performance in different settings are presented. 

1 Motivation und Problemstellung 
Im Zuge von Industrie 4.0 kommen vielfältige Herausforderungen auf die 
Fertigungsindustrie zu, welche neue Lösungskonzepte auf der Basis von Künstlicher 
Intelligenz (KI) und maschinellem Lernen (ML) erfordern. Der Einsatz von KI- und 
ML-Verfahren erstreckt sich in den Szenarien zur Industrie 4.0 potentiell auf die
gesamte Wertschöpfungskette in der Produktion bzw. im Unternehmen. In dem
folgenden Beitrag wird aus dieser Wertschöpfungskette die Verkettung der
Produktionsabläufe mittels sogenannter Portalsysteme oder Portalroboter gesondert
betrachtet. In Portalsystemen fahren Laufwagen voll automatisiert horizontal längs
einer Achse Maschinen zum Be- oder Entladen an. Die Be- und Entladung erfolgt
über die Vertikalachsen der jeweiligen Portallaufwagen (siehe linke Grafik in
Abbildung 1).
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Abbildung 1: Darstellung eines Portalsystems und dessen Simulationsmodell 

Dabei können mehrere Maschinen von einem Portal angefahren werden. Portale 
werden heute vielfach zur automatisierten Bestückung von Maschinen mit 
Halbfertigteilen eingesetzt. Ein Beispiel aus der Praxis ist die Fertigung der Gehäuse 
von Elektroantrieben für Fahrzeuge. Hier durchläuft das Bauteil verschiedenste 
Prozesse, wie spanende Bearbeitung, Lasermarkierung, Reinigung, Temperierung. 
Einige der Prozesse laufen dabei parallel, sodass das Portalsystem die Möglichkeit 
hätte die Sequenz zu beeinflussen. Ebenso wird auf den Anlagen meistens nicht nur 
ein Typ gefahren, sondern mehrere Produktvarianten mit zum Teil unterschiedlichen 
Prozessabläufen. Diese Komplexität sowie die zusätzlichen Herausforderungen im 
Zuge von Industrie 4.0 stellen heutige Steuerungskonzepte, die typischerweise auf 
Prioritätsregeln beruhen, vor Herausforderungen. 
In diesem Beitrag wird ein Ansatz zur Integration von Simulation und Reinforcement 
Learning (RL) vorgestellt, um diesen Herausforderungen zu begegnen. In der Regel 
werden Simulationsmodelle nur zur Planung und Inbetriebnahme von Portalsystemen 
erstellt und genutzt (rechte Grafik in Abbildung 1). Die Nutzung solcher 
Simulationsmodelle im Zusammenspiel mit geeignet modellierten RL-Agenten 
eröffnet zusätzlich die Möglichkeit autonome Steuerungen für Portalroboter zu 
entwickeln, welche die gestiegenen Anforderungen erfüllen. 

2 Anwendungsumfeld und Abgrenzung zu bisherigen 
Arbeiten 

RL Ansätze im Kontext der Produktionsplanung sind schon seit längerem untersucht 
worden. Ein Hauptanwendungsgebiet ist das Job-Shop Scheduling. Neuere Arbeiten 
zur Anwendung von RL zur Reihenfolgeplanung sind unter anderem Waschneck 
(2018), Xie (2019) oder Lang (2020). Die klassischen Job-Shop Scheduling Probleme 
ermitteln die Produktionsreihenfolge ohne die Berücksichtigung eventuell benötigter 
Transportmittel, welche die Maschinen in der bestimmten Reihenfolge mit den 
Aufträgen bzw. Halbfertigteilen bestücken. Diese können aber durchaus ein 
limitierender Faktor in der Produktion sein. Automatische Transportsysteme spielen 
in der Intralogistik eine große Rolle, u.a. die sogenannten Automatic Guided Vehicles 
(AGV). So wurde zuletzt insbesondere die auf AGV basierende Intralogistik mit Hilfe 
von RL-Agenten untersucht. Einige aktuelle Beispiele dazu finden sich u.a. in Popper 
(2021), Xue (2018) und Feldkamp (2020). Während AGVs sich typischerweise nur 
auf vordefinierten Routen bewegen können, bilden die sogenannten Autonomous 
Mobile Robots (AMR) eine Klasse von automatischen Transportsystemen, welche 
flexibel durch die Fertigung navigieren können (siehe z.B. Fragapane (2021)). Auch 
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dazu finden sich in der Literatur Ansätze, welche die Steuerung von AMR mit Hilfe 
von RL umsetzen. Ein aktuelles Beispiel findet sich etwa in Malus (2020). 
Steuerungsalgorithmen für Portalsysteme auf der Basis von RL-Agenten sind noch 
nicht umfangreich untersucht worden. Die Autoren konnten dazu im Wesentlichen 
nur die drei inhaltlich sehr ähnlichen Arbeiten der Forschergruppe um Xinyan Ou und 
Qing Chang finden. In Ou (2018) findet sich ein Ansatz, der auf klassischem Q-
Learning auf der Basis von Q-Tabellen beruht, was den Einsatzbereich des Ansatzes 
auf kleine Problemräume einschränkt. Die Arbeiten Ou (2019) und Ou (2020) sind 
Modifikationen von Ou (2018) und basieren ebenfalls auf klassischem Q-Learning.      
Der in diesem Beitrag vorgestellte Ansatz nutzt im Gegensatz dazu einen Deep 
Learning (DQN) Ansatz, siehe Mnih (2015), welcher die Einsatzmöglichkeiten 
aufgrund der besseren „computational efficiency“ deutlich erweitert. 
Eine gute Übersicht über die aktuellen Arbeiten und Entwicklungen hinsichtlich des 
Einsatzes von RL im Produktionssteuerungskontext findet sich in Panzer (2021). 
Hinsichtlich der Integration von Simulation und RL im Kontext der 
Produktionssteuerung gibt es in der neueren Zeit einige Ansätze mit konzeptionellen 
Vorschlägen. Ein solcher Ansatz wird in Rinciog (2021) beschrieben. Dort werden 
Anforderungen für ein Simulations-Framework für das Benchmarking von RL im 
Kontext der Reihenfolgeplanung unter Berücksichtigung stochastischer 
Einflussfaktoren beschrieben, die in die Implementierung von FABRICATIO-RL 
eingeflossen sind. In Kuhnle (2020) wird mit SimPyRLFab eine Software-Bibliothek 
beschrieben, die ebenfalls Simulation und RL koppelt. Beide Ansätze beziehen sich, 
wie auch die oben beschriebene Literatur zum Einsatz von RL-Agenten, rein auf die 
Reihenfolgeplanung, ohne die gegebenenfalls benötigten Transportmitteln zu 
berücksichtigen. Vergleichbare Ansätze, die Transportmittel oder Portale 
berücksichtigen, sind den Autoren nicht bekannt. 

3 Interface und Simulation 

3.1 Interface 
Das in der Arbeit verwendete Verfahren besteht mit RL-Agent, Schnittstelle und 
Simulator aus drei Teilsystemen. Diese sind in Abbildung 2 dargestellt. 
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Abbildung 2: Kommunikation zwischen RL-Agent und Simulation 

Der RL-Agent ist in Python entwickelt und wird in Kapitel 4 näher beschrieben. Auf 
der anderen Seite wurde die Trainingsumgebung für den RL-Agenten mit zwei 
Materialflusssimulatoren aufgebaut (Plant Simulation und AnyLogic). Damit sollte 
der modulare Aufbau getestet werden. Für die vorliegende Arbeit wurde Plant 
Simulation als Simulator verwendet. Damit der RL-Agent mit der 
Simulationsumgebung kommunizieren kann, wurde in Python eine REST-API als 
Schnittstelle entwickelt. 
Zum Training eines neuen RL-Agenten startet die Schnittstelle den Simulator. Dies 
geschieht über einen Kommandozeilenaufruf. Durch diesen Aufruf wird zusätzlich 
die Adresse für zukünftige REST-Requests gesetzt. Bei Start des Simulators wird die 
Struktur der Produktionslinie über eine JSON-Datei übermittelt. Mithilfe der 
entwickelten Parser wird dann in der Simulation generisch die Produktionslinie 
aufgebaut. Außerdem werden mithilfe der JSON-Datei simulationsspezifische 
Parameter, wie die Simulationsdauer und der Random-Seed übergeben. 
Über die JSON-Struktur kann die Anzahl und Art an Ladern, Maschinen und 
Produktionsprogrammen Simulator-unabhängig mit jedem Texteditor angepasst 
werden, ohne Änderungen am Simulationsmodell vornehmen zu müssen. Dies 
ermöglicht das Trainieren neuer RL-Agenten ohne Simulationserfahrung. 
Beim Training wird immer, wenn sich der Zustand eines Laders oder einer Maschine 
verändert und das Portal so eine neue Aktion ausführen kann, über die API ein 
Request an den RL-Agenten gestellt und eine Aktion erwartet. Der Request-Body 
besteht aus einer JSON-Datei, welche aus drei Teilen zusammengesetzt ist. Der erste 
Teil ist der aktuelle Systemzustand, hier wird die Simulationszeit, der bisher erreichte 
Durchsatz und eine Bewertung der letzten Aktion übermittelt. Im zweiten Abschnitt 
werden die Zustände aller Lader übergeben, d.h. die Position der Lader und 
Informationen über die geladenen Objekte. Der letzte Teil der JSON-Datei beinhaltet 
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alle Informationen der Maschinen, die auch in der Realität ausgelesen werden können, 
z.B. ob die Maschine belegt oder defekt ist.
Der RL-Agent muss anhand dieser Informationen selbst entscheiden, welche Aktion 
zu treffen ist. Dabei wird der Aktionsraum automatisch aus der JSON-Datei zur 
Modellgenerierung bestimmt.  
Als mögliche Aktionen stehen das Anfahren jeder Station, das Be- und Entladen des 
Greifers und Warten zur Auswahl. Der Wartebefehl wird benötigt, um ein zielloses 
Hin- und Herfahren zu vermeiden, falls kein Teil zur Weiterverarbeitung vorhanden 
ist. Um den Lernerfolg zu beschleunigen werden Aktionen, die in einem Zustand 
unmöglich durchführbar sind, unterdrückt. Der RL-Agent kann sich beispielsweise 
nicht für einen „unload“-Befehl entscheiden, wenn der Greifer unbeladen ist. Des 
Weiteren wird an Maschinen eine Aufnahme unterdrückt, falls kein Teil zur Abholung 
bereitsteht oder eine Abgabe, falls die Maschine bereits besetzt ist. 
Das Interface wandelt jeden dieser Requests in den entsprechenden Input-Vektor des 
RL-Agenten um und übergibt den Reward aus dem letzten Schritt an den 
Lernalgorithmus. Nachdem der RL-Agent eine Aktion für den Eingabevektor erzielt 
hat, wandelt die Schnittstelle den Output-Vektor in eine Aktion um und übergibt diese 
an die Simulation. 
Zusätzlich zur Interaktion zwischen RL-Agent und Simulation verwaltet die 
Schnittstelle die einzelnen Simulationsläufe, beendet diese nach der eingestellten Zeit 
und startet neue Läufe. Außerdem ist die Schnittstelle in der Lage, beliebig viele Läufe 
parallel zu verwalten, wodurch die Trainingsperformance verbessert werden kann. 

3.2 Simulation 
Als Simulator zum Training des RL-Agenten wird Plant Simulation 16.1 verwendet, 
insbesondere der „GantryLoader“-Baustein aus der Standard-Bibliothek 
„CranesAndMore“. Zum Aufbau des Modells wird eine JSON-Datei im oben 
beschriebenen Format eingelesen. Die verschiedenen angegebenen Knoten werden 
mit ihren Parametersets im Simulator in eine Tabelle geschrieben und anhand der 
übermittelten Parameter wird das Modell generisch erstellt. Dazu ist eine Mapping-
Tabelle hinterlegt, um die Parameter der JSON-Datei mit den entsprechenden 
Attributen der Simulationsobjekte zu verknüpfen. Dadurch lassen sich das Modell und 
die JSON-Datei vergleichsweise einfach um zusätzliche Einstellmöglichkeiten 
erweitern. Einige übergebene Parameter werden direkt auf die Simulationsobjekte 
aufgeprägt (z.B. Lader-Geschwindigkeit und -Beschleunigung), andere Parameter 
werden zunächst als Tabelle auf das zugehörige Simulationsobjekt geschrieben und 
bei der Initialisierung des Simulationslaufs verarbeitet (z.B. die Parameter der 
Zwischenankunftszeitverteilung an der Quelle). 
Nachdem das Modell erzeugt wurde, werden einzelne Simulationsläufe gestartet, um 
den RL-Agenten zu trainieren. Hierbei wird im Simulationsmodell zum Zeitpunkt der 
Initialisierung über die Dispositionssteuerung die erste Anfrage an den RL-Agenten 
gestellt, um eine Aktionsentscheidung für das Portal zu treffen. Außerdem werden 
weitere Anfragen der Dispositionssteuerung nach jeder ausgeführten Aktion gestellt. 
Gibt der RL-Agent einen Wartebefehl als Aktion zurück, so wird die nächste Anfrage 
nach der nächsten Zustandsänderung im System gestellt (Start oder Ende einer 
Störung, Ankunft eines Teils, Ende der Teilbearbeitung) oder nach Ablauf einer 
maximalen Wartezeit. Bei jeder Anforderung wird eine JSON-Datei mit den aktuellen 
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Zuständen der Stationen, Lader und Halbfertigteile sowie weiterer 
Simulationsinformationen (simulierte Zeit, aktueller Durchsatz) übergeben. 

4 Reinforcement Learning Ansatz 
RL ist ein Ansatz des ML, um Markovsche Entscheidungsprozesse (MDP) zu 
modellieren. Die Idee des RL ist, dass ein Agent durch Rückmeldung auf gewählte 
Aktionen durch sein Environment eine möglichst gute Politik π erlernt, mit der eine 
Aufgabe gelöst werden soll. Sei  der Zustand des Environments zum Zeitpunkt t und 

 die durch den RL-Agenten gewählte Aktion. Durch Ausführen der Aktion  im 
Zustand Sₜ liefert das Environment einen zugehörigen Reward  und einen 
Nachfolgezustand . Die Politik legt dabei fest, welche Aktion in einem gegebenen 
Zustand zu wählen ist. Die Auswahl der Aktion basiert auf der sogenannten Q-
Funktion. Diese gibt an, wie hoch die insgesamt zu erwartenden diskontierten 
Rewards sind, wenn der RL-Agent in  die Aktion auswählt und anschließend 
weiter die Politik π verfolgt. Für eine weiterführende Einführung in RL wird auf 
Sutton und Barto (2018) verwiesen.  
Das in diesem Paper vorgestellte Verfahren basiert auf dem sogenannten Q-Learning, 
wobei die Q-Funktion nicht tabellarisch gespeichert, sondern durch ein neuronales 
Netz, ein sogenanntes Deep-Q-Network (DQN) (siehe Mnih (2015)), approximiert 
wird. Die Gewichtanpassungen des DQNs basieren auf der folgenden Fehlerfunktion 

 mit 

Das Training des RL-Agenten, also das Anpassen der Gewichte des DQNs, basiert 
auf 20.000 Trainingsepisoden á 20 Minuten simulierter Zeit. Nach diesen 20 Minuten 
wird das gesamte Modell zurückgesetzt und mit einem neuen Seed initialisiert. Das 
Training verfolgt eine  Strategie. Während einer Episode werden die 
Tupel  im sogenannten Replay Memory gespeichert. Sobald die 
Maximalgröße von 100.000 Einträgen erreicht ist werden die ältesten Werte durch die 
neuen überschrieben. Am Ende jeder Episode wird eine Minibatch der Größe 64 aus 
dem Replay Memory gezogen, um das Netz damit zu trainieren. Der Lernerfolg wird 
noch erhöht, indem zusätzlich nach jeder Entscheidung mit einer Wahrscheinlichkeit 
von 1/3 ebenfalls nach diesem Schema trainiert wird. 
Off-policy Algorithmen, wie das Q-Learning, können durch die Verwendung von 
Approximationen divergieren. Um dem entgegen zu wirken, werden zwei DQNs, das 
Prediction und das Target Netzwerk, verwendet. Die Initialisierung der beiden 
Netzwerke erfolgt mit identischen Gewichten  bzw. . Während des Trainings 
werden ausschließlich die Gewichte des Prediction Netzwerks aktualisiert. Nach C 
Episoden werden die Gewichte des Target Netzwerks, , mit denen des Prediction 
Netzes,  überschrieben. 
Das Trainieren von RL-Agenten erfolgt über Rewards. Für die betrachteten 
Portalsysteme werden die Rewards auf der Basis bekannter Kenngrößen, wie dem 
Durchsatz der Produktionslinie, vergeben. Der RL-Agent soll das Portalsystem so 
steuern, dass der Durchsatz optimal ist. Dabei muss er aber eine Strategie erlernen, 
die über die reine Optimierung des Durchsatzes hinaus weitere Bedingungen erfüllt. 
So müssen etwa unnötige Fahrten, die keinen Einfluss auf den Durchsatz haben, 
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vermieden werden. Daher wird für die erste zweier nacheinander durchgeführter 
Fahraktionen ein zusätzlicher Reward von -1 verteilt, da bei zwei 
aufeinanderfolgenden Fahranweisung die erste Fahrt stets obsolet ist. Auch 
Wartebefehle können zu langsamen Trainingserfolgen führen, da sie sehr viel der 
Simulationszeit in Anspruch nehmen. Durch das  Lernverfahren kann es 
während des Trainings zu ungewollten Wartebefehlen kommen, nach welchen keine 
Zustandsänderung mehr auftritt und es somit zu keiner Beendigung des Wartebefehls 
kommt. Daher beträgt die maximale Wartezeit 45 Sekunden und nach Ablauf wird 
der RL-Agent erneut getriggert. Um die verlorene Zeit zu bestrafen, wird ein weiterer 
Diskontierungsfaktor  eingeführt. Dieser berücksichtigt die 
vergangene Zeit zwischen dem Zeitpunkt der letzten und der aktuellen Aktion,  bzw. 
. Dadurch werden unpassende Wartebefehle bestraft. Außerdem positioniert sich der 

Lader vor einem Wartebefehl bereits an der Maschine, an welcher als nächstes ein 
Teil zur Abholung bereit steht. Ohne diesen Diskontierungsfaktor muss der Anwender 
das Warten für einzelne Situationen manuell unterdrücken, um einen positiven 
Lerneffekt zu erzielen. Außerdem wird durch die zusätzliche Vergabe eines Rewards 
von  für Be- und Entladebefehle das Lernverfahren deutlich beschleunigt. 
Dabei bezeichnet  den erzielten Durchsatz bis zum Zeitpunkt t. 

Tabelle 1: Auflistung der vergebenen Rewards 

EREIGNIS REWARD 

Abgabe eines bearbeiteten Teils am Output Conveyor +5 
Korrekt an nächster Maschine abgegebenes Teil +2 
Zwei aufeinanderfolgende Fahrbefehle -1 
Lade- bzw. Entladebefehl  
Sonst 0 

5 Ergebnisse 
Die folgenden Ergebnisse beziehen sich auf ein Portalsystem mit einem Lader und 
einer Fertigung mit drei verschiedenen Bearbeitungsschritten. Für jeden dieser 
Arbeitsschritte gibt es zwei identische Bearbeitungsmaschinen. Das entsprechende 
Modell wird einmal ohne Zufallsfaktoren, wie Maschinenausfälle, trainiert und 
anschließend wird der Einfluss von Zufallsfaktoren sukzessive erhöht. Zur Bewertung 
der Ergebnisse werden die Produktionsdurchsätze der RL-basierten Steuerung mit den 
Durchsätzen, die mit der Nearest-Job-First (NJF) Heuristik erzielt werden, verglichen. 
Die NJF-Heuristik steuert den Laufwagen so, dass immer das sich ihm am nächsten 
befindliche Halbfertigteil für den nächsten Transport ausgewählt wird. Es werden 
jeweils 100 Validierungsläufe mit einer simulierten Zeit von zwei Stunden zur 
Schätzung des erwarteten Durchsatzes  und des zugehörigen 90%-
Konfidenzintervalls (CI) durchgeführt.  
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Abbildung 3: Modell mit und ohne Maschinenausfälle 

Sowohl die NJF-Heuristik als auch der RL-Agent erzielen für den deterministischen 
Fall unter den gegebenen Modellrestriktionen den maximal möglichen Durchsatz von 
82 Teilen pro Stunde (siehe Abbildung 3). Auch im Fall von Maschinenausfällen 
liegen die Durchsätze von RL-Agent ( =78,96; CI=[78,81; 79,11]) und der NJF-
Heuristik ( =78,79, CI=[78,66; 78,93]) nahe beieinander.  

 
Abbildung 4: Modell mit Ausfällen von Bearbeitungsmaschinen und Input Conveyor 

Abbildung 4 zeigt die erzielten Durchsätze für Modelle, in denen noch zusätzlich die 
Teilezulieferung durch den Input Conveyor zufällig ausfallen kann, wobei der 
Variationskoeffizient der Ankunftszeiten im oberen Graphenpaar geringer ausfällt als 
für die beiden unteren Kurven. Im ersten Fall ist stets ein Teil im System und der RL-
Agent erzielt einen Durchsatz von =73,73 (CI=[73,52; 73,94]) und die NJF-
Heuristik von =73,16 (CI=[72,91; 73,41]) Teilen pro Stunde. Damit ergibt sich 
ein kleiner, aber statistisch signifikanter Vorteil des RL-Agenten. Im Fall mit längeren 
Zwischenankunftszeiten erzielen RL-Agent und NJF-Heuristik mit =63,39 
(CI=[63,07; 63,71]) bzw. =63.39 (CI=[63,09; 63,69]) nahezu identische 
Ergebnisse. 
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6 Fazit und Ausblick 
In diesem Beitrag wird durch eine Kopplung von Simulation und RL erfolgreich ein 
RL-Agent zur Steuerung von Portalsystemen trainiert. Die Kopplung ist so allgemein 
umgesetzt, dass lediglich eine Kommunikation des Simulators über REST notwendig 
ist, um ein Training zu starten. Sobald der Simulator an die Schnittstelle 
angeschlossen ist, sind weder Simulations-, RL- noch Programmierkenntnisse nötig. 
Der Vergleich zwischen RL-Agenten und NJF-Heuristik zeigt, dass der RL-Agent 
mindestens gleich gute oder ein wenig bessere Ergebnisse liefert. Dabei zeigt der RL-
Agent tendenziell seine Vorteile in Modellen mit größeren zufälligen Einflüssen. 
Allerdings handelt es sich bei den betrachteten Modellen um sehr einfache 
Produktionslinien und es gilt die Güte der RL-Agenten auch auf komplexeren 
Produktionslinien zu testen. Dazu können beispielsweise die Bearbeitungsschritte der 
Produkte erhöht, mehrere Produktklassen oder andere Lader-Typen betrachtet 
werden. Erste Analysen für diese Fälle zeigen vielversprechende Ergebnisse. 
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